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摘要：为了无损判别芒果成熟度，本研究着力探索利用可见近红外高光谱成像技术与深度学习方法结合。通过漫反射高

光谱成像系统，采集 400~1 000 nm 波长范围内未熟、成熟和过熟芒果的高光谱数据，运用 SPXY 算法按 6:2:2 划分为训练、验

证和测试集。经小波阈值去噪（Wavelet Threshold Denoising, WTD）、多元散射校正（Multiplicative Scatter Correction, MSC）等

光谱预处理后，构建一维卷积神经网络（1-Dimensional Convolutional Neural Network, 1DCNN）模型。同时，采用主成分分析

（Principal Component Analysis, PCA）和自举软收缩（Bootstrapping Soft Shrinkage, BOSS）提取特征波段，搭建偏最小二乘判别

分析（Partial Least Squares-Discriminant Analysis, PLS-DA）与极限学习机（Extreme Learning Machine, ELM）的分类模型。对比分

析表明，基于多元散射校正预处理的 1DCNN 模型性能最佳，在测试集上分类准确率达 98.30%，Kappa 系数为 0.97。研究结论

表明，高光谱成像技术与神经网络算法相结合，能高精度无损判别芒果成熟度，为芒果自动化分拣的实际应用提供理论基础。
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芒果作为中国广西的特色水果品类之一，富含诸

如可溶性糖、可滴定酸、胡萝卜素以及可溶性固形物

等多种物质，深受广大消费者的青睐与喜爱 [1-3] 。成

熟度指标在衡量芒果采摘时机以及采后自动分拣流程

中，占据着至关重要的地位。契合农产品市场的实际

需求，精准确定适宜的成熟度，对于保障芒果品质及

其货架期而言，具有无可替代的重要意义。传统的芒

果成熟度检测手段，主要依赖果农凭借自身经验，在

现场对芒果成熟度展开分类；或者由农产品技术员借

助化学分析仪器，通过检测果肉组织中的糖含量，进

而判别芒果的成熟度。然而，此类方法存在诸多弊端，

不仅属于劳动密集型作业，检测耗时较长，而且对

样品具有破坏性，难以满足现代高效、精准的检测

需求  [4,5] 。近年来，随着高光谱技术在农产品成熟度

检测领域的广泛推广，成像技术与光谱分析相结合

的无损检测方法，正日益广泛地应用于果实成熟度

分级系统之中  [6-10] 。鉴于此，研发一种无损、高效且

精准的芒果成熟度分类方法，已然成为该领域亟待

解决的重要课题。

近年来，国内外诸多学者围绕高光谱成像技术与

传统机器学习算法模型相结合，针对水果成熟度的无

损检测展开深入研究。例如，Alessandro 等 [11] 运用覆

盖 400~1 000 nm 波段的高光谱成像技术，对田间葡

萄的成熟状态进行检测。在对光谱数据实施预处理

后，构建偏最小二乘判别分析模型，该模型在训练

集、验证集以及预测集上所取得的分类准确率分别为

89.00%、89.00% 与 91.00%。刘金秀等 [12] 借助近红外

高光谱成像系统，采集 4 种不同成熟度等级小白杏的

光谱信息，并选用多种光谱预处理手段以及特征波长

选择算法构建判别模型，其中极限学习机模型在测试

集上的准确率高达 94.00%。此外，高光谱成像技术在

李果实和油茶果的成熟度无损检测方面，均展现出较

为理想的分类效果 [13,14] 。然而，光谱数据集规模、波

段间的共线性以及判别模型的泛化能力等诸多因素，

给高光谱成像结合传统机器学习算法模型在成熟度判

别领域的应用推广带来了显著阻碍 [15] 。鉴于此，众

多研究者开始积极探索将深度学习算法引入光谱分析

相关研究 [16-19] 。周晨昕等 [20] 提出一种专门用于青梅成

熟度分类的卷积神经网络，该网络的分类准确率高达

92.72%。上述深度学习算法在处理光谱数据方面所取

得的研究成果，为光谱无损检测芒果成熟度奠定了一

定的理论基础。

在本项研究中，借助高光谱成像技术，对芒果的

光谱数据进行精确采集，并创新性地构建了一种卷积

神经网络分类模型。通过与传统光谱分类模型展开系

统性对比分析，致力于探寻最为适宜的芒果成熟度无

损判别模型。该研究成果不仅为芒果品质分级体系提

供了极具价值的参考依据，更为芒果产业的高科技赋

能注入了全新动力，对于推动广西地区经济的进一步

提升具有积极的意义。

1  材料与方法

1.1  芒果样本

实验材料芒果均为 2023 年 6~7 月从广西壮族自治

区百色市田阳区芒果园采摘的，其中未熟、成熟和过

熟的样本各 50 个。挑选的芒果是形状均匀、无瘀伤和

无虫害的，被带回南宁师范大学武鸣校区的高光谱成

像实验室。所有样本清洁并顺序编号，放在 26 ℃的恒

温实验环境下，立即采集样本的高光谱数据。在芒果

Abstract: In order to non-destructively determine mango ripeness, this study focused on exploring the combined use of visible 

near-infrared hyperspectral imaging and  deep learning methods. The hyperspectral data of unripe, ripe and overripe mangoes were 

collected in the wavelength range of 400~1 000 nm using a diffuse reflectance hyperspectral imaging system. The SPXY algorithm 

was used to divide the data into training, validation and testing sets in a ratio ofo 6:2:2. After the spectral pre-processing such as 

Wavelet Threshold Denoising (WTD) and Multiplicative Scatter Correction (MSC), a 1-Dimensional Convolutional Neural Network 

(1DCNN) model was constructed. Meanwhile, Principal Component Analysis (PCA) and Bootstrapping Soft Shrinkage (BOSS) 

were used to extract the feature bands, and the classification models of Partial Least Squares-Discriminant Analysis (PLS-DS) and 

Extreme learning machine (ELM) were constructed. Comparative analysis shows that the 1DCNN model based on multiple scatter 

correction preprocessing performed the best, with a classification accuracy of 98.30% and a Kappa coefficient of 0.97 on the test 

set. The study concludes that the combination of hyperspectral imaging technology and neural network algorithm can reliably and 

accurately determine mango ripeness, providing a theoretical basis for the practical application of automated mango sorting.
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成熟过程中，由于叶绿素降解以及类胡萝卜素等代谢

物的产生，芒果的颜色和硬度将发生变化 [21,22] 。因此，

芒果成熟度是按照果皮颜色和果实硬度进行定义的，

果皮颜色微黄中带有绿色且果实较硬的则视为为未熟，

果皮颜色几乎全黄且果实紧实的则视为成熟，而全黄

的果皮中带有黑斑且果实明显松软的则视为过熟，如

图 1 所示。

图 1 不同成熟度的芒果样本

Fig.1 Mango samples of different ripeness levels

1.2  高光谱图像采集与光谱提取

实验中所用的高光谱图像采集系统为原始全息

衍射光栅高光谱成像系统（Headwall Photonics Inc, 
USA）， 包 括： 光 谱 仪（Micro-Hyperspec® VNIR 
A-Series, Headwall Photonics Inc, USA）、Silicon 型

CCD 相机、镜头、150 W 线性卤素灯、暗箱以及计算

机等，如图 2 所示。首先将准备好的芒果样品放在载

物台上，调整参数以获得清晰的图像。每个芒果正面

反面各采集1张高光谱数据，所有样品总计采集300次。

光源以垂直倾角 45°放置在待测样品上方，相机的曝

光时间为 33.17 ms，样本与镜头的距离为 300 mm。光

谱测定的范围为 400~1 000 nm，光谱分辨率为 5 nm，

采样波段间隔为 1.9 nm/pixel。为了减少杂散光和暗电

流噪声的影响，在图像采集之前需要对高光谱成像系

统进行校正，黑白校正的公式为：

R = 
H-D
W-D                                                                （1）

式中：

R——黑白校正后的高光谱图像数据；

H——高光谱成像系统采集的原始数据；

D——黑色参考图像数据；

W——标准白板参考图像数据。

对于校正后的光谱图像，使用 ENVI 软件在每张

芒果高光谱图像的花萼端、赤道区域和茎端各选取一

个固定的 20×20 像素的感兴趣区域（Region of Interest, 
ROI），采样位置如图 2 所示。将其平均反射率作为样

本的光谱反射率，总共获得 900 条芒果光谱曲线。为

了确保训练集、验证集和测试集的样品具有代表性，

采用基于联合 x-y 距离算法（Sample Set Partitioning 
Based on Joint X-y Distance, SPXY） [23] 将所有光谱样本

按 6:2:2 划分为训练集、验证集和测试集。

图 2 高光谱成像系统

Fig.2 Hyperspectral imaging system

1.3  光谱预处理及特征波长选择

由于光谱检测中的随机因素导致原始光谱数据中

存在噪声，WTD 是一种可以准确去除高频噪声的方法，

具有效率高且计算量小的优点而广泛应用于光谱预处

理中 [24] 。WTD将光谱信号分解为高频部分和低频部分，

然后对高频部分进行阈值处理，最终重构信号。本研

究选择 WTD 的小波基函数为 dobechies4，采用软阈值

函数，分解层数为 2。MSC 是通过校正每个光谱的散

射来增强了与水果品质含量相关的光谱特征信息 [12] 。

另外的光谱预处理方法有 baseline [25] 和 detrending [26] 。

光谱特征波长选择也是传统机器学习应用于光谱分析

中需要考虑的问题，光谱数量可以反映物质的成分及

含量信息，同时数据存在冗余性。为了降低模型的复

杂度，减少光谱数据之间的共线性因素对模型性能的

影响，采用 PCA 和 BOSS 对光谱数据进行特征提取并

参与建模。PCA 通过对光谱数据降维后结合载荷信息

进一步分析变量重要程度的一种方法 [27] 。BOSS 是基

于加权自举抽样（Weighted Bootstrap Sampling, WBS）
和模型总体分析（Model Population Analysis, MPA）来

选择特征波长 [28] 。

1.4  模型构建

 PLS-DA 是光谱分析化学计量法中最常用的定

性分析方法，可用于多分类的有监督机器学习算法 [11] 。

为了获得最佳的 PLS-DA 判别模型，本研究通过验证

集数据上的分类准确率确定 PLS-DA 模型的最佳潜在

变量（Latent Variables, LVs），从而提高测试集中的

PLS-DA 模型性能。

ELM 是在单隐藏层前馈神经网络的架构基础上，
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通过随机初始化输入权重和偏置的神经网络算法，在

解决光谱数据分类中具有收敛速度快和泛化能力好的

优点 [29] 。本研究中 ELM 激活函数的选择是 sigmoid 函

数，该函数可以对每一个神经元的输出进行归一化，

提高 ELM 模型自身的稳定性。ELM 中的单隐层神经

元个数（Num）是由验证集的分类准确率确定的。

1DCNN 是计算机视觉领域传统二维卷积神经网

络的创新，旨意在降低计算成本和满足实时性要求的

前提下处理一维的信号 [15] 。1DCNN 具有从原始数据

中自动化地学习数据潜在特征的能力，在光谱分析领

域受到了关注。在光谱数据的分类问题中，1DCNN
主要由输入层、卷积层、全连接层和输出层组成，根

据实际应用需求对该神经网络架构进行调整。1DCNN
是一种端到端的光谱分析方法，可以通过卷积核提取

原始光谱数据的不同特征，再进行人工神经网络的学

习。本研究根据芒果成熟度判别分析的现实场景，设

计了 1DCNN 分类的网络架构。该网络如图 3 所示，

主要包括 1 个输入层、2 个卷积层、2 个池化层、2 个

全连接层、1 个 Softmax 层和 1 个输出层，其中卷积

核数量分别为 64 和 32，卷积核大小均为 3×1。输入

层的数据格式需要将一维光谱数据升维度到二维空

间，以满足 1DCNN 模型的输入要求。一个具有 327
个变量的光谱样本数据升维度后是一张高为 327 宽和

通道数均为 1 的二维图像数据，经过卷积层的卷积核

操作后，进行批量归一化以增加模型的稳定性减少训

练过程中的震荡。池化层采用最大池化的方式，池化

大小为 2×1，池化步长为 2。在卷积层提取光谱数据

的特征之后，需要通过全连接层将各个通道的特征数

据融合学习。为了防止模型训练出现过拟合，在两个

全连接中间增加了一个 Dropout 正则化处理，在训练

过程中有 40% 的失活概率。修正线性单元（Rectified 
Linear Unit, ReLU）在网络训练中计算梯度的速度快，

因此作为激活函数可以加快 1DCNN 模型训练的收敛

速度。在输出层和全连接层之间加一个 Softmax 是为

了更好的定义多分类问题的每一类预测概率，然后计

算预测概率与真实类别的 one-hot 编码值之间的交叉熵

损失函数，进而重新调整训练权重。初始学习率设置

为 0.001，训练周期为 500 轮，在训练周期 400 轮后将

学习率降至 0.000 1。每轮的迭代次数为 4，每 10 次迭

代就进行一次模型验证，每轮训练都会随机打乱数据

集。为了避免训练过程中梯度函数出现以指数级递增

或递减的情况，采用自适应矩估计（Adaptive Moment 
Estimation, Adam）对网络参数进行优化，减少到达最

小值路径上的摆动。

图 3 基于芒果成熟度判别的 1DCNN 分类框架

Fig.3 A 1DCNN classification framework based on mango 

ripeness discrimination

1.5 模型评价

为了验证模型的性能，本研究中采用训练集、验

证集和测试集的准确率来评估分类模型的性能，准确

率的具体计算公式如下：

Acc = 
Tp+Tn

Tp+Tn+Fp+Fn
                                                 （2）

式中：

Acc——准确率；

Tp——模型正确识别出正样本的数量；

Tn——模型正确识别出负样本的数量；

Fp——模型将负样本错误预测为正样本的数量；

Fn——模型将正样本错误预测为负样本的数量。
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为了全面评估分类模型在测试集上的表现结果，

采用精确率（Precision）、召回率（Recall）、F1 分数

（F1-Score）和 Kappa 系数来综合衡量模型的性能。它

们的计算公式分别如下：

Precision = 
Tp

Tp+Fp
                                                   （3）

Recall = 
Tp

Tp+Fn
                                                        （4）

F1-Score = 
2Precision Recall
Precision+Recall

                               （5）

Kappa = 
Acc-P

1-P
                                                      （6）

P = 
∑ i=1

C  [(Tp+Fn)(Tp+Fp)i]

(Tp+Tn+Fp+Fn)2                                       （7）

式中：

C——分类类别总数。

精确率也叫查准率，预测为正例的样本中预测正

确的比例。召回率也叫查全率，表示被预测正确的正

例占总实际正例样本的比例。F1 分数则是对精确率和

召回率的调和平均。Kappa 系数是一种衡量分类精度

的指标，数值越高表示模型预测性能的可靠性和稳健

性就越高。

1.6 数据分析

用 ENVI 5.1 软件进行高光谱图像中的 ROI 选取，

用 Unscrambler X 10.4 软件进行光谱数据预处理。在

MATLAB R 2023a 中编程建模和数据图形绘制。

2 结果与讨论

2.1 芒果的光谱分析

图 4 为不同成熟度芒果的原始光谱曲线和平均光

谱曲线。芒果组织中的共同物质与光的相互作用的结

果导致光谱曲线表现出相似的轮廓和走势如图 4a 所

述。在图 4b 中，在可见光的 400~600 nm 波段内，平

均反射率差别较小。而在 600~700 nm 的波段内，平均

光谱曲线存在明显的波谷，在近红外波段内平均光谱

曲线存在较明显的波峰，不同成熟度芒果光谱的差异

是因为芒果内部的组分和含量不同造成的。其中平均

光谱曲线在 675、810 和 970 nm 处反映出不同成熟度

反射率的差距更为明显。675 nm 附近的波谷与芒果果

实中的叶绿素吸收带是相关的 [30] 。芒果果实中的糖分

导致光谱曲线在 810 nm 附近存在波峰 [31] 。970 nm 附

近的吸收峰源于芒果果实中水分子 O-H 伸缩振动的二

次泛音 [32] 。不同成熟度芒果样品的光谱曲线中包含着

丰富的物质化学组分和含量信息，这为机器学习或深

度学习从波段共线性的冗杂信息中提取成熟度判别信

息提供了一种可能。

图 4 不同成熟度的芒果光谱曲线

Fig.4 Spectral curves of mango at different maturity levels

注：（a）原始光谱曲线；（b）平均光谱曲线。

2.2 全波长分类模型

图 5 呈现了芒果样本原始光谱数据分别经 WTD、

MSC、detrending 和 baseline 预处理后的光谱曲线形态。

经 WTD 预处理后，原始光谱曲线显著平滑化，然而

其轮廓总体保持一致。MSC 与 detrending 处理后的光

谱曲线，相较于原始光谱，在形状方面发生了较为明

显的改变；而经 baseline 预处理后的光谱曲线，其变化

程度相对较小。依据原始光谱数据及预处理后的光谱

数据，构建基于全波段的 1DCNN、PLS-DA 和 ELM
分类模型，其结果汇总于表 1。从中可见，不同的预

处理方式对 1DCNN 模型的准确率影响较为有限，却

对 PLS-DA 和 ELM 模型的准确率产生较大影响。LVs
作为 PLS-DA 模型中的关键参数，当将其均设定为 7
时，在各类光谱数据条件下，PLS-DA 模型的训练集

准确率差异较小。多数情况下，该模型验证集的准确

率略高于训练集，而测试集准确率则低于训练集，此

情形符合模型正常拟合的一般规律。在 PLS-DA 模型

中，经 detrending 预处理的光谱数据在测试集上的准

确率达到 91.67%，与原始光谱数据相比，准确率提升
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了 4.45%。Num 是 ELM 模型的重要参数，本研究将

其起始值设定为 10，终点值设定为 100，步长为 10。
通过选择验证集准确率达最大值时对应的 Num，进一

步分析其对测试集的分类效果。结果显示，不同数据

集下验证集的准确率存在较大差异，测试集的准确率

受光谱数据规模以及 Num 的显著影响。在 ELM 模型

中，经 MSC 预处理的光谱数据在测试集的准确率为

93.33%，相较于原始光谱数据，准确率提高了 7.22%。

在 1DCNN 模型中，经 MSC 预处理的光谱数据在测

试集的准确率为 98.30%，较原始光谱数据的准确率

仅提升了 2.19% 。在所有数据集中，1DCNN 模型的

训练集准确率均达到 100.00%。其中，未经预处理的

Raw-1DCNN 模型，其验证集和测试集的准确率分别

为 97.78% 和 96.11%，该模型性能优于 MSC-ELM 和

detrending-PLS-DA 模型。鉴于光谱数据变量繁多且波

段信息间存在复杂的关联性，PLS-DA 模型在处理大

数据量时能力受限，其训练准确率难以达到 100.00%。

由于 ELM 模型的隐藏层神经元在对光谱数据的非线

性信息进行拟合时展现出较强能力，故而 ELM 模型

的训练能力优于 PLS-DA 模型。为有效降低全波段光

谱数据间的相关性对传统机器学习模型造成的影响，

后续将深入探讨基于特征波段的 PLS-DA 和 ELM 分

类模型的效能表现。

图 5 不同预处理的光谱曲线

Fig.5 Spectral curves of different pre-treatments

注：（a）WTD ；（b）MSC ；（c）detrending ；（d）baseline。

表 1  基于全波长的分类结果

Table 1 Classification results based on full wavelength

预处理 模型 参数
准确率 /%

训练集 验证集 测试集

Raw

PLS-DA

LVs=7 90.74 93.33 87.22

WTD LVs=7 91.67 93.89 89.44

MSC LVs=7 90.37 88.89 88.33

detrending LVs=7 91.48 92.22 91.67

baseline LVs=7 90.00 92.78 82.22

Raw

ELM

Num=50 90.00 88.89 86.11

WTD Num=60 95.37 95.00 92.78

MSC Num=90 95.74 95.00 93.33

detrending Num=60 95.00 94.44 92.22

baseline Num=70 89.44 90.00 87.22

Raw

1DCNN

None 100.00 97.78 96.11

WTD None 100.00 99.44 97.78

MSC None 100.00 98.33 98.30

detrending None 100.00 98.33 96.67

baseline None 100.00 99.44 93.89
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表 2  光谱特征波长提取的结果

Table 2 Results of spectral feature wavelength extraction

预处理 算法 数量 特征波长 /nm

Raw

PCA

8 438、492、529、598、675、
724、818、966

WTD 8 449、492、527、596、675、
733、822、963

MSC 8 434、509、577、614、675、
711、903、926

detrending 10 446、496、536、585、648、
675、738、816、913、961

baseline 8 483、509、527、594、675、
725、931、972

Raw

BOSS

11 430、455、516、636、673、
675、677、814、938、940、955

WTD 13
460、473、510、512、514、
630、633、673、675、898、

936、938、994

MSC 11 430、516、630、673、675、
807、931、940、955、960、972

detrending 15
430、468、485、494、516、
518、583、673、675、688、
807、809、813、826、913

baseline 9 430、447、455、462、485、
673、675、913、955

2.3 特征波长分类模型

鉴于全光谱波段间存在显著的高度冗余信息，在

应对海量光谱数据分类问题时，PLS-DA 与 ELM 的训

练成效未达预期。故而，借助 PCA 与 BOSS 特征波

长选择算法，提取与芒果成熟度判别信息紧密相关的

特征，构建基于特征波长的传统机器学习成熟度分类

模型。经 PCA 与 BOSS 算法处理，从 327 个波段信息

中筛选出数量小于 20 的特征波长。总体而言，PCA 所

提取的特征波长数量少于 BOSS，具体结果详见表 2。
在 PCA 提取的特征波长中，仅 675 nm 为相同值。不

同数据集在 BOSS 提取的特征波长中存在多个共同

波长，诸如 430、516、673、675 及 955 nm，这些波

长蕴含着关键的判别信息。基于特征波长的 PLS-DA
和 ELM 模型性能呈现于表 3。由此可见，经 WTD 与

BOSS 算法处理后的 WTD-BOSS-PLS-DA 模型，在训

练集上的准确率高达 94.63%，在验证集上的准确率亦

达 97.22%。相较于 WTD-PLS-DA 模型，其在测试集

上的准确率提升了 2.78%，且模型输入从 327 个变量

精简至 12 个变量，显著降低了模型的复杂度。此外，

未经预处理的 Raw-BOSS-ELM 模型在测试集上的准

确率在所有基于特征波长构建的分类模型中位居第

一，达 92.78%，较 Raw-ELM 模型提高了 6.67%。在

基于 PCA 提取特征波长构建的模型中，经 MSC 处理

的 MSC-PCA-ELM 模型在测试集上的准确率最高，为

90.56%，较 MSC-ELM 模型低 2.77%。基于 PCA 算

法的建模效果欠佳，可能归因于在训练集大数据样本

条件下，依据前几个主成分信息所习得的判别依据，

在测试集上的适用性受限。同理，基于 BOSS 算法

的建模效果亦受光谱预处理与建模方法的影响，各模

型性能差异显著。例如，经 baseline 处理的 baseline-
BOSS-ELM 模型在测试集上的准确率仅为 75.00%，较

baseline-ELM 模型低 12.22%。综上所述，传统分类模

型的性能受制于光谱预处理方法、特征波长选择算法

等多种因素。部分模型经过特征波长选择后，建模效

果优于全波长情形，而部分则相反。对于传统机器学

习而言，关键在于探寻光谱预处理与特征波长选择算

法的有机结合方式，以实现输入变量数目精简且模型

稳健的分类解决方案。

表 3  基于特征波长的分类结果

Table 3 Classification results based on feature wavelength

预处理 算法 模型 参数
准确率 /%

训练集 验证集 测试集

Raw

PCA PLS-DA

LVs=8 87.04 73.89 80.56

WTD LVs=7 86.30 73.90 83.34

MSC LVs=8 82.22 62.22 77.22

detrending LVs=8 86.48 88.33 84.44

baseline LVs=8 83.52 72.78 78.89

Raw

PCA ELM

Num=17 90.37 88.33 87.22

WTD Num=13 90.74 85.00 88.33

MSC Num=15 91.85 90.00 90.56

detrending Num=18 87.22 92.78 86.11

baseline Num=19 86.48 81.67 84.44

Raw

BOSS PLS-DA

LVs=10 92.04 93.33 83.33

WTD LVs=12 94.63 97.22 92.22

MSC LVs=11 85.00 80.56 83.89

detrending LVs=7 89.07 92.22 88.33

baseline LVs=9 81.67 84.44 78.89

Raw

BOSS ELM

Num=20 93.70 95.56 92.78

WTD Num=17 92.59 95.00 92.78

MSC Num=19 91.30 86.67 89.44

detrending Num=16 91.48 88.89 90.56

baseline Num=13 82.22 80.00 75.00
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图 6 MSC-1DCNN 模型训练过程图

Fig.6 MSC-1DCNN model training process diagram 

注：（a）损失值曲线；（b）准确率曲线。

2.4 分类模型的对比分析

传统的光谱数据分析流程通常涵盖去噪、降维以

及建模等环节。去噪旨在有效消除光谱数据中所包

含的噪声干扰，确保数据的纯净度；降维过程中，常

借助波长选择方法，以实现对原始光谱数据维度的

降低，从而简化数据结构；建模环节则一般采用化学

计量学与机器学习方法，构建线性或非线性的校准模

型，以此实现对光谱数据的有效分析与解读。与之不

同，1DCNN 模型具有独特优势，其无需人工进行数

据特征工程的繁琐步骤，能够直接从海量的全光谱信

息中，自动学习并提取出有利于判别芒果成熟度的抽

象特征。在高光谱成像用于芒果成熟度判别的特定场

景下，深入对比分析传统方法与深度学习方法的适用

性，具有重要的理论意义与实践价值。在传统方法

中，依据测试集准确率，筛选出 detrending-PLS-DA、

MSC-ELM、WTD-BOSS-PLS-DA 和 Raw-BOSS-ELM
模型，将其与 MSC-1DCNN 模型进行对比。在测试集

层面，MSC-1DCNN 模型的准确率高达 98.30%，相较

于 detrending-PLS-DA、MSC-ELM、WTD-BOSS-PLS-
DA 和 Raw-BOSS-ELM 模型，分别高出 6.63%、4.97%、

6.08% 和 5.52%。MSC-1DCNN 模型在训练过程中，

其交叉熵损失函数值曲线与准确率曲线呈现出特定的

变化趋势，如图 6 所示。随着迭代次数的逐步增加，

训练集与验证集的损失值起初快速下降，随后逐渐趋

于平稳。同样，准确率在前期 200 次迭代时急剧上升，

之后亦趋于稳定状态。此外，针对 MSC-1DCNN 模型

与传统机器学习模型，除了对比测试集准确率外，还

对其他性能评价指标展开了对比分析，结果如表 4 所

示。以 Kappa 系数为衡量指标，将分类模型按照从高

到低的顺序排列，依次为 MSC-1DCNN、MSC-ELM、

Raw-BOSS-ELM、WTD-BOSS-PLS-DA 和 detrending-
PLS-DA。由此可见，在传统机器学习分类模型中，

ELM 相较于 PLS-DA 展现出更为优异的建模效果，

这主要归因于 ELM 具备处理非线性关系的能力，而

PLS-DA 仅能处理线性关系。经 MSC 预处理后的光谱

数据所构建的一维卷积神经网络分类模型，其 Kappa
系数比 MSC-ELM 高出 0.07。综合实验结果表明，在

芒果成熟度分类这一应用场景中，MSC-1DCNN 深度

学习分类模型相较于传统机器学习分类模型，展现出

更为卓越的性能表现。

表 4  1DCNN和传统机器学习分类模型在测试集上的性能对比

Table 4 Performance comparison between 1DCNN and 
traditional machine learning classification models on prediction sets

分类模型
Kappa
系数

类别
精确
率 /%

召回
率 /%

F1 分
数 /%

MSC-1DCNN 0.97

I 98.33 98.33 98.33

II 98.36 96.77 97.56

III 98.31 100.00 99.15

MSC-ELM 0.90

I 96.55 93.33 94.92

II 93.10 87.10 90.00

III 90.63 100.00 95.08

Raw-BOSS-ELM 0.89

I 100.00 87.50 93.33

II 90.54 91.78 91.16

III 90.63 98.31 94.31

WTD-BOSS-
PLS-DA 0.88

I 97.92 97.92 97.92

II 92.31 86.96 93.65

III 88.06 93.65 90.77

detrending-
PLS-DA 0.87

I 92.73 98.08 95.33

II 96.36 80.30 87.60

III 87.14 98.39 92.42

注：I 为未熟芒果，II 为成熟芒果，III 为过熟芒果。
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3 结论

在本研究中，选用覆盖 400~1 000 nm 波长范围的

高光谱成像系统，针对不同成熟度（未熟、成熟、过

熟）的芒果样本，精确采集其光谱数据。随后，运用

SPXY 算法，将所获数据按照特定比例划分为训练集、

验证集以及测试集。基于深度学习理论，构建 1DCNN
模型，并与基于全波段及特征波段的传统机器学习分

类模型，就模型性能展开系统比较。实验结果清晰显示，

传统机器学习分类模型的性能，不仅显著受制于光谱

预处理方式以及光谱特征波长的选取，同时亦受数据

样本量规模、数据特征变量等诸多因素的影响。从测

试集的分类准确率、精确度、召回率、F1 分数以及

Kappa 系数等多维度指标综合评估，1DCNN 模型表现

出相较于传统方法更为优异的性能。究其根源，深度

学习模型在挖掘全光谱数据中潜在的空间高维信息方

面具备独特优势，且无需人工进行特征提取，从而有

效提升了判别分析的工作效率。综上所述，应用高光

谱成像技术与深度学习算法相结合的方式，对芒果成

熟度进行无损判别具备切实可行性。展望未来，研究

工作将聚焦于神经网络在硬件实际检测系统中的部署，

旨在优化实验室环境下高光谱成像无损检测的操作流

程，进而进一步提升芒果成熟度判别的效率。
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